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Sammanfattning

Kontext. Maskininlärningsalgoritmer kan användas för att göra förutsägelser baserat på
en mängd data. Vi använder oss utav data ifrån en cykelbarometer lokaliserad vid en cy-
kelväg i Malmö i vår forskning. Denna barometer räknar antalet förbipasserande cyklar
per dag. Tillsammans med väderdata, som består av temperatur och nederbörd, jämför
vi precisionen hos algoritmer för uppskattning av antalet cyklister. I denna studie imple-
menterar vi och testar en mängd olika maskininlärningsalgoritmer som finns tillgängliga i
programvaran Weka. Vi tar hjälp av tidigare forskning inom ämnet för att identifiera vilka
algoritmer som lämpar sig bäst för vår typ av data. Vi väljer sedan ut de tre algoritmer
med bäst träffsäkerhet och undersöker dessa närmare.
Mål. Målet med studien är att vi ska få fram vilken maskininlärningsalgoritm som ger
det mest tillförlitliga resultatet för att uppskatta antalet cyklister med hjälp av vår cykel-
barometer- och väderdata.
Metoder.Vi bearbetar datan ifrån cykelbarometern och väderstationen för att filtrera bort
dagar som kan förvränga resultatet. Exempel på data som vi filtrerar bort är helgdagar
och skollov. Med den filtrerade datan implementerar vi ett flertal maskininlärningsalgorit-
mer för att uppskatta antalet cyklister som kommer att passera barometern under en nära
framtid. Resultaten ifrån algoritmerna använder vi för att jämföra och se vilken algoritm
som ger den mest tillförlitliga uppskattningen för den aktuella tillämpningen.
Resultat. Enligt våra resultat är Random SubSpace och Bagging de överlägsna algorit-
merna för att uppskatta cykelflöde. I samtliga av våra experiment åstadkommer dessa två
bättre resultat än övriga algoritmer som finns tillgängliga i Weka. Resultaten därefter skil-
jer sig från experiment till experiment men i genomsnitt är Wekas REPTree-algoritm den
tredje mest precisa. Variabeln som bidrar mest till vår uppskattning av antalet cyklister
är datum. Utan denna variabel reduceras korrelationen till hälften för samtliga algoritmer.
När vi avlägsnar temperatur-variabeln presterar däremot algoritmerna bättre genom att
ge högre korrelation.
Analys. Vi har hittat en korrelation mellan datum och cykelflöden samt kunnat förutsäga
cykelflöden beroende på datum och väder. Vi förväntade oss inte att variabeln temperatur
gör det svårare för algoritmer att uppskatta antal cyklister. Vi antar att detta beror på att
människor väljer att cykla efter datum istället för temperatur.





Abstract

Context. Machine Learning Algorithms can be used to make predictions based on a va-
riety of data. We use data from a bicycle barometer located at a bike path in Malmö in
our research. This barometer counts the number of passing bikes per day. Together with
weather data, consisting of temperature and precipitation, we compare the accuracy of
the algorithms to estimate the number of cyclists. In this study we implement and test a
variety of machine learning algorithms that are available in the software Weka. We rely on
previous research in order to identify which algorithms are best suited for our type of data.
We will then select the three algorithms with the best accuracy and examine them closer.
Goal. The goal of the study is to identify the machine learning algorithm that provides
the most reliable results to estimate the number of cyclists using our bicycle barometer-
and weather data.
Methods. We process the data from the bicycle barometer and weather station to filter
out days that can distort the results. Examples of data that we filter out are public holidays
and school holidays. With the filtered data we implement three different machine learning
algorithms to estimate the number of bicyclists who will pass the barometer in the near
future. The results from the algorithms are then used to compare and see which algorithm
that makes the most reliable estimate of the current application.
Results. According to our results, the Random SubSpace and Bagging methods are the
superior algorithms to estimate the cycle flow. These algorithms provide the best results in
all of our experiments. The results differ beyond those two algorithms but on average We-
kas REPTree algorithm is the third most accurate. The variable that contributes the most
to our estimate of cyclists is date. Without the date predictor the correlation is reduced
to half compared to the other experiments. However, when we eliminate the temperature
predictor the correlation increases.
Analysis. We have found a correlation between dates and bicycle flows. In addition we
have been able to estimate the cycle flows, depending on date and weather. We did not ex-
pect that the variable temperature makes it harder for algorithms to estimate the number
of cyclists. We assume that this is because people choose to cycle by date instead of the
temperature.
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1 Inledning

Idag är det viktigt att vi väljer miljövänliga alternativ till bilen då global uppvärmning
är ett växande problem [17]. Detta är till viss del på grund av den stora mängd koldioxid
vägtransport släpper ut [4]. Dessutom står vägtransporter för 30% av alla PM2.5-partiklar
och 50% av PM0.1-partiklar [20]. I de industrialiserade länderna blir cyklar ett alltmer
populärt transportmedel. Från år 2003 till 2013 har antalet resenärer som väljer cykel
istället för andra alternativ ökat från 34% till 37% i Malmö som är fokus för den här studien
[22]. Enligt Mason et al. [11] ökar antalet cyklister sakta i industriländer men sjunker i
många utvecklingsländer, vilket kan bero på miljömedvetenhet. År 2010 genomfördes en
undersökning angående transportval inom EU. I 25 av dåvarande 27 medlemsstater i EU
svarade över häften av de tillfrågade att de skulle kunna tänka sig att köpa en bil med
reducerad hastighet för att minska utsläpp. Enligt samma enkät använder 53% av EU:s
invånare bilen som huvudmetod för transport medan 7% använder cykel som deras primära
transportmedel [21].

I centrala Malmö finns en cykelbarometer vid ett vältrafikerat cykelstråk som känner
av förbipasserande cyklister och registrerar dessa. Detta sker via slingor som är nedgrävda
i marken, så kallade induktiva loop-detektorer. Detektorerna vet även vilket håll cyklisten
är på väg [9]. I den här studien analyserar vi data från denna barometer samt väderdata
bestående av temperatur och nederbörd för att bygga kunskap om Malmös cyklister och
hur deras benägenhet att cykla förändras baserat på faktorer såsom väder och tid på året.
Genom att bearbeta denna data och använda maskininlärningsalgoritmer som beräknar
korrelation mellan väderdata och antalet cyklister är målet att träna en modell att kunna
uppskatta antalet cyklister som kommer att passera cykelbarometern. Vi gör en jämfö-
relse mellan dessa algoritmer för att se vilken algoritm som uppskattar antalet cyklister
med högst träffsäkerhet. Detta genomför vi i programmet Weka (Waikato Environment for
Knowledge Analysis). Weka innehåller visualiseringsverktyg och algoritmer för att analy-
sera data samt hitta korrelation mellan olika indata [27]. Målet med vår studie är att bidra
till kunskap som kan användas för att stärka planeringen av till exempel vägarbete eller
fungera som input för styrning- och analysmodeller för trafik. Detta förklaras mer i avsnitt
1.2.

1.1 Relaterad forskning

Vi har identifierat tidigare forskning där man jämfört maskininlärningsalgoritmer inom
olika typer av tillämpningsområden. Shah och Jivani [15] analyserar olika algoritmer för
bröstcancerdata där de kom fram till att Naïve Bayes var träffsäkrast. Wu et al. [19]
anser att detta är en av de tio mest inflytelserika algoritmerna för data mining. Lavesson
och Davidsson [10] har studerat hur justering av indata påverkar inlärningsalgoritmer.
Deras resultat påvisar att databearbetning är viktigare än val av algoritmer vilket leder
oss till att fokusera på den delen av vår studie. Enligt vår kunskap finns det inte mycket
forskning på detta specifika område gällande cykelflöden, även om liknande undersökningar
har genomförts där man eftersträvar att uppskatta antalet cyklar i en cykelhållplats [5].
Malmö stad som är platsen för vår undersökning har gjort tidigare analyser på olika former
av trafikflöden men de summerar endast antalet för att se om förändringar sker över tid
och mellan geografiska områden [22]. Sigakova et al. [16] har utfört en liknande studie
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med målet att undersöka de olika faktorer som påverkar vägtransport. Enligt deras studie
är väder den faktor som påverkar restid mest. Något vi inte lägger fokus på i vår studie,
men som ändå är relevant att diskutera, är Discrete choice models (DCM) [2]. Detta är
en typ av modell som används för att förutsäga val som görs utav individer. DCM kan
ge insikt i hur våra resultat påverkas av att individer väljer alternativa resvägar. DCM är
just nu den dominerande metoden för att modellera beteende vid resande [6]. Dessa typer
av modeller använder sig av ytterst aggregerad data och används typiskt för att studera
transport i ett specifikt område. Modellerna baseras ofta på den så kallade 4-stegsmodellen
som består av fyra steg för att uppskatta transportval. Stegen är: generering, där frekvensen
av resor mellan zonerna bestäms; fördelning, där ursprungen matchas med destinationer;
lägesval, där andelen resor mellan varje ursprung och destination som använder ett visst
transportsätt beräknas; och rutt-tilldelning där alla resor tilldelas rutter. 4-stegsmodeller
får dock kritik för att vara översimplifierade och för att de endast tar ett begränsat antal
faktorer i åtanke vid beräkning av beteende vid resande [6]. Ett exempel på en Discrete
choice-modell är Probit (probability + unit) som är en typ av regression där den beroende
variabeln endast kan ha två värden. Denna modell syftar till att uppskatta sannolikheten
att en observation tillhör ett specifikt värde utav dessa två värden. DCM uppskattar dock
inte antal cyklister. För det krävs andra typer av modeller, vilket är fokus i den här studien.

1.2 Syfte

Det huvudsakliga syftet med vår studie är att undersöka hur precist maskininlärningsal-
goritmer kan uppskatta antal cyklister som förväntas passera en viss mätpunkt baserat på
faktorer såsom väder, veckodag och tid på året. Vi undersöker detta genom att bearbeta
cykeldatan till en tillämpningsbar form där vi sedan utför experiment med algoritmer som
finns tillgängliga i programvaran Weka. Studien syftar även till att utföra en jämförelse
mellan dessa algoritmer för att se vilken som ger det mest tillförlitliga resultatet. Med
hjälp av denna studie hoppas vi att framtida forskning kan få en idé om vilken algoritm
som fungerar mest tillfredsställande för liknande data. Planering av kollektivtrafik och
estimering av trafikflöde kräver mycket indata för att skapa prognoser som är korrekta.
Enligt Moreno och Nosal [12] minskar antalet cyklister när det regnar, vilket leder till att
dessa personer väljer andra färdmedel, bland annat buss och tåg. Vår förhoppning är att
våra resultat skall bidra till att Malmö stad enklare skall kunna planera kollektivtrafiken,
till exempel genom att uppskatta när det behövs extrabussar för att minska trycket på
de befintliga bussturerna. Ett förväntat användningsområde är inom trafikanalysmodeller
där våra resultat förhoppningsvis kan användas som indata för att trafikprognoser ska ge
säkrare uppskattningar. I dessa modeller krävs det att indatan håller hög kvalitet och är
väl dokumenterad [26]. Vi genomför denna undersökning för att bidra till mer och bättre
kunskap om cykeltrafik. Några exempel på modeller vi tror skulle kunna ha nytta av vår
forskning är Sampers [25] som används för trafikprognoser i Sverige och ASIMUT [6] som
är en agentbaserad modell för att modellera hur resenärer väljer resealternativ.

1.3 Problembeskrivning

För att anskaffa data som kan tillämpas för maskininlärningsalgoritmer behöver vi bear-
beta vår väder- och cykelbarometerdata. Det första problemet är hur vi ska gå tillväga för
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att lösa detta. Vårt andra problem avseende bearbetning av vår data är att det saknas
värden i datan, vilket påverkar resultatet av utdatan. Det finns även dagar där värdena
skiljer sig kraftigt gentemot övriga dagar. Vi misstänker att saknad data beror på bland
annat vägarbete. Vi behöver överväga om eliminering av dessa extremvärden kommer att
påverka slutresultatet negativt. Ännu ett dilemma är hur vi ska formulera problemet för
att det ska gälla under bredare villkor. Vi vet inte vilka faktorer i datan som är viktiga
eller på vilket sätt utdatan ska presenteras. När cykeldatan slutligen är lämplig för ma-
skininlärningsalgoritmer återstår det att identifiera algoritmer som är lämpliga för denna
typ av data. Eftersom det inte har gjorts tidigare undersökningar med vår typ av data är
ett ytterligare problem att välja algoritmer som kommer att ge tillförlitliga resultat. Där-
för utgår vi ifrån forskning inom närliggande områden, såsom andra typer av trafikflöden.
Vi kommer även analysera vårt specifika problem och därifrån dra slutsatser om lämpliga
algoritmer.

1.4 Forskningsfrågor

Baserat på vårt problem (som vi beskriver i avsnitt 1.3) har vi valt att formulera och stu-
dera följande forskningsfrågor:

FF1: Hur är det lämpligt att formulera inlärningsproblemet för att uppskatta cykelflö-
den baserat på faktorer såsom antal cyklister, datum, tid, temperatur och nederbörd?

FF2: Vilken maskininlärningsalgoritm är bäst på att uppskatta antalet cyklister baserat
på cykelbarometer- och väderdata?

1.5 Begränsningar

Vi har cykelflödesdata ifrån enbart en cykelbarometer vilket resulterar i att vi endast vet
hur cykelflödet varierar vid barometerns område och inte i övriga delar av staden. Vårt
urval av algoritmer att undersöka begränsas till vad Weka erbjuder. Vi har valt att inrikta
oss på endast tre maskininlärningsalgoritmer för att få en mer detaljerad undersökning.
Detta gör att vi kan undersöka varje algoritm mer djupgående och därmed erhålla en större
förståelse för resultaten. Ytterligare en begränsning är att vi inte räknar med skollov såsom
höstlov, sportlov och påsklov samt helgdagar, klämdagar och högtidsdagar i vår studie.
Anledningen är att dessa dagars värden inte är representativa för övriga mätdata, vilket
kan leda till missvisande resultat. Vi inkluderar inte vindhastighet och vindriktning i våra
experiment eftersom denna data är svårtolkad och kan därav bidra till felaktiga resultat.

2 Forskningsmetod

Vi har valt att dela upp vår studie i tre moment: databearbetning, experiment och ut-
värdering. Figur 1 illustrerar hur vi arbetar och vilka forskningsfrågor som besvaras i de
olika sektionerna. Processen är iterativ på så sätt att vi upprepar momenten tills vi anser
att våra forskningsfrågor är besvarade. Vi återgår alltså till tidigare moment när vi ser ett
behov av det.
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Figur 1: Flödesdiagram över hur vi arbetar.

2.1 Databearbetning

För att kunna besvara forskningsfrågorna är det nödvändigt att vi filtrerar och bearbe-
tar datan ifrån cykelbarometern eftersom den saknar värden, men även för att avlägsna
extremvärden som påverkar slutresultatet. Detta gör vi för att ordna fram representativ
data som är möjlig att tillämpa på maskininlärningsalgoritmer. För att bearbeta vår data
genererar vi först grafiska representationer av den. Genom att observera dessa grafer kan
vi identifiera låga extremvärden. Dessa värden interpolerar vi via närliggande årtal. Vi
tar även väderdata i åtanke vid inspektion och interpolering. Databearbetningen är mer
detaljerat beskriven i avsnitt 4.

2.2 Experiment

För att besvara FF1 och FF2 utför vi experiment på den bearbetade datan och testar
olika maskininlärningsalgoritmer. Vi fokuserar på regressionsalgoritmer eftersom vi vill
estimera en kontinuerlig variabel. Som baslinje för hur bra algoritmerna beräknar cykelflöde
använder vi oss av ZeroR-algoritmen. Vi testar algoritmerna i Weka där vi även utnyttjar
10-delad korsvalidering för att ta reda på korrelationen mellan antal cyklister, datum,
temperatur och nederbörd. Experimenten är mer detaljerat beskrivna i avsnitt 5.
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2.3 Utvärdering

Vi analyserar och jämför de resultat vi erhåller. Detta gör vi för att kunna ge en förkla-
ring till FF1 och FF2 samt uppnå en bättre förståelse för de olika algoritmernas resultat
och dess relation till indata. Utifrån givna resultat diskuterar vi relationer mellan para-
metrar och utdata. Som stöd lokaliserar vi information gällande händelser i Malmö stad
samt egenskaper hos maskininlärningsalgoritmer som vi misstänker påverkar resultaten.
Utvärderingen är mer detaljerat beskriven i avsnitt 7.

3 Teoretisk bakgrund

År 1959 skapade Arthur Samuel ett självlärande program [14] som startade utvecklingen
inom artificiell intelligens. Samuel beskriver maskininlärning som “Field of study that gi-
ves computers the ability to learn without being explicitly programmed ”. Maskininlärning
är alltså en typ av artificiell intelligens som förser datorer med förmågan att lära sig ut-
an att explicit vara programmerade för det. För att skapa självlärande program används
algoritmer som kan dra slutsatser med hjälp av en mängd data.

Maskininlärning delas oftast in i tre kategorier: övervakad, icke-övervakad och belö-
ningsförstärkt inlärning [13]. Figur 2 illustrerar en trädstruktur över de olika kategorierna.
Vi använder oss av övervakad inlärning i vår studie eftersom antalet cyklister som barome-
tern räknade är givet samt när de passerade detektorn. Övervakad inlärning kan beskrivas
som en metod för att hitta mönster och generalisera utifrån kända input/output-par. I våra
experiment är input bland annat datum, tid, temperatur samt nederbörd medan output är
antal cyklister. Underkategorin klassificering beskrivs som problemet att identifiera vilken
av en uppsättning kategorier en ny observation tillhör. Detta görs grundat på en uppsätt-
ning träningsdata vars kategori är känd. Regression är en statistisk process som eftersträvar
att estimera relationerna mellan variablerna. Detta förenklar uppgiften att identifiera vilka
variabler som är beroende av varandra. Icke-övervakad inlärning är maskininlärning där
programmet ska antyda en funktion för att beskriva dold struktur utifrån givna paramet-

Figur 2: Trädstruktur över de olika kategorierna inom maskininlärning.
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rar. Eftersom relationerna i datan är okänd ges inte någon felbedömning eller belöning
för en potentiell lösning. Belöningsförstärkt inlärning är ett område inom maskininlärning
som är inspirerad av beteendevetarpsykologi. I denna underkategori läggs fokus på hur
agenter bör vidta åtgärder i en miljö för att maximera någon form av belöning. Målet
med belöningsförstärkt inlärning är att agenten ska generalisera och anpassa sitt beteende
utifrån återkoppling som kommer då och då; detta kan jämföras med inlärning hos djur.
Belöningsförstärkt inlärning kan användas för att förklara hur balans uppstår i scenarion
med begränsad rationalitet [13].

Vi använder oss utav regressionsanalys för att undersöka hur värdena i cykeldatan
skiljer sig ifrån en trendkurva som visar hur många cyklister det borde vara vid ett givet
datum. Regressionsanalys används inom statistik och har som mål att skapa en funktion
som bäst passar observerade data. I diagram kan man med hjälp av regression få fram
linjer som approximerar värdena i datan, en så kallad regressionslinje. Genom att jämföra
linjen med de olika datapunkterna i diagrammet urskiljer vi hur stora avvikelserna är. I
vår studie använder vi icke-linjär regression för att generera trendkurvan.

De maskininlärningsalgoritmer som vi väljer att undersöka närmare i vår analys är
Random Subspace, Bagging och REPTree. Random SubSpace är en så kallad “ensemble
classifier” som består av flera klassificerare. Det är alltså en algoritm som använder sig utav
flera olika algoritmers resultat för att dra sina egna slutsatser [8]. Bagging, eller Bootstrap
aggregating, är också en liknande typ av meta-algoritm som använder sig utav ett antal
klassificerare. Bagging föreslogs av Leo Breiman 1994 [3]. Reduced Error Pruning Tree,
eller REPTree, bygger ett regressionsträd via variansreducering och trimmar sedan det
med “reduced-error pruning”. Detta betyder att en separat trimningsuppsättning används
för att trimma trädet [18].

4 Databearbetning

Vår data visar det totala antalet cyklister som passerat cykelbarometern varje timme under
dygnet, alltså 24 mätpunkter per dag, från år 2006 till och med 2014. Datan visar även
hur många cyklister som färdats i respektive färdriktning. Efter att ha inspekterat datan
upptäcker vi att den innehåller saknade och felaktiga värden. Vid enstaka datum saknas
data till viss del eller helt och hållet. Detta tyder på tekniska problem med cykelbarometern
eller att det har varit vägarbete i området som har gjort cykelvägen oåtkomlig.

4.1 Interpolering

Ett problem som vi stöter på är att veta om avvikande data tyder på felaktig data eller
om det bara är färre eller fler antal cyklister dessa dagar. Vi har med hjälp av grafiska
representationer över antalet cyklister över åren analyserat värdena. Sker det en stor avvi-
kelse gentemot de andra åren inspekterar vi den råa datan just för de datum det handlar
om och undersöker om vi hittar något som inte stämmer överens med liknande dagar. Of-
tast upptäcker vi att data saknas helt för dessa dagar. I dessa fall interpolerar vi värdena
för de dagarna genom att beräkna medelvärdet av närliggande år för motsvarande dagar.
Vid mindre avvikelser är det däremot svårare att undersöka vad som påverkar resultatet.
Möjliga anledningar är att vägarbete har gjort det svårframkomligt, cykelbarometern har
inte registrerat samtliga cyklister eller att vädret har påverkat. Vi jämför väderdatan med
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cykeldatan för de dagar vi anser innehålla korrupt mätdata för att se om vi kan utesluta
att vädret hade någon påverkan. Först undersöker vi om vi kan se någon drastisk tem-
peraturskillnad gentemot de närliggande dagarna och övriga år för samma datum. Sedan
undersöker vi om det var kraftig nederbörd som kan ha fått antalet cyklister att reduceras.
Våra resultat ifrån dessa tester är att vädret inte skiljer sig ifrån övriga år och därför kan
vi påstå att vädret troligtvis inte är en bidragande faktor till avvikelserna. Vid de tillfällen
då data saknas upptäckte vi att det oftast endast är mätdata för cykeltrafik i ena färd-
riktningen som är noll, samtidigt som det är normala värden för den motsatta riktningen.
Detta tyder på att det antingen har varit tekniska fel i mätinstrumenten eller att det pågått
ett vägarbete i den ena färdriktningen. Vi interpolerar de värden som vi anser är påverka-
de av detta för att minimera felaktig data. Detta gör vi genom att identifiera veckan och
veckodagen för datumet som behöver interpoleras och sedan lokalisera motsvarade vecka
och dag ifrån året innan och efter. Medelvärdet av de närliggande åren använder vi som
det interpolerade värdet. Denna åtgärd utför vi för varje timme tills vi anser att det inte
finns mer felaktig data.

4.2 Avvikande dagar

Vi eliminerar alla mätpunkter som infaller under dagar som vi nämner i avsnitt 1.5 för
att de inte ska påverka våra slutresultat, det vill säga skollov, helgdagar, klämdagar och
högtidsdagar. Väderdatan som vi har tillgång till behöver också bearbetas för att dagarna
ska stämma överens med cykeldatan. Det saknas väderdata för de sista fem månaderna
av cykeldatan, vilket leder till att vi utesluter dessa månader. Då återstår 59248 instanser
att utföra tester på. Efter denna bearbetning får vi fram data som är mer lämplig för
maskininlärningsalgoritmer och är redo att testas i Weka.

4.3 Normalisering

Vi vill även studera om resultatet skiljer sig med normaliserad data. Detta gör vi för att
minska variansen mellan instanserna. Normaliseringen utför vi genom att ge den råa datan
ett värde mellan 0 och 1 istället för dess originalvärden. Detta lämpar sig för algoritmer
som bygger på regression, vilket vår data passar bra till.

Normaliseringen sker via formeln:

x′ =
x−min(x)

max(x)−min(x)

Där x är originalvärdet, min(x) är det minsta värdet av typen x och max(x) är det största
värdet av typen x i hela mängden data.

Nu har vi både den råa datan och data som är normaliserad. Genom att jämföra dessa
två med varandra kan vi se om det blir någon skillnad avseende att uppnå så bra estimering
av cykelflöden som möjligt.
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Figur 3: Antal cyklister per dag och medeltemperatur.

4.4 Dygnsformat

Vi vill även undersöka om algoritmerna presterar bättre eller sämre med cykeldata i dygns-
format istället för nuvarande format där mätpunkterna är för varje timme. Detta gör vi
genom att summera alla cyklister per dag samt ta medelvärdet för dagens temperatur och
nederbörd. Figur 3 visar hur cykelflödet och temperaturen förändras under vår mätperiod.

4.5 Trendanalys

Vi gör även en trendanalys som Figur 4 åskådliggör för att kunna undersöka den procen-
tuella avvikelsen mot ett uppskattat flöde som baseras på uppskattade säsongsvariationer
och en trenduppskattning över längre tid. Detta gör vi eftersom vi bara har punktmät-
ningar och därför anser vi att det är bra med en analys som inte tar hänsyn till det exakta
antalet cyklister utan jämför den procentuella avvikelsen mot vad vi uppskattar att det
borde vara. Det finns en trend med ökad cykling i Malmö som helhet [22], medan cykel-
barometern visar en svagt nedåtgående trend. Målet med vår trendanalys är att förtydliga
detta. Figur 4 visar veckosnittet av antalet cyklister istället för summan per dygn för att
det ska bli en jämnare och tydligare kurva. Det gör vi genom att för varje dag summera
antal cyklister tre dagar före och tre dagar efter och sedan dividera summan med antalet
dagar. Anledningen till att vi tar fram denna trendkurva är för att vi kan se att antalet
cyklister varierar på ett obeskrivligt sätt. Vi misstänker att detta har att göra med hur
cykeltrafiken har förändrats i övriga delar av Malmö. Till exempel öppnade tågstationen
vid triangeln år 2010, vilket säkerligen är en bidragande faktor till att cykelbarometern
visar en nedåtgående trend [24].
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Figur 4: Veckosnitt för antal cyklister och medeltemperatur med trendkurva.

4.6 Konvertering

Slutligen konverterar vi vår kombinerade cykelbarometer- och väderdata i både tim- och
dygnsformat till filer som används som indata i Weka. Detta gör vi genom att ange attribut
för variablerna i datan så att Weka kan läsa filerna och veta vad det är för typ av variabler.
Bortsett från datum-variabeln så består vår data enbart av numeriska variabler.

5 Experiment

För att utvärdera våra modeller använder vi oss av 10-delad korsvalidering för samtliga
tester i Weka. Korsvalidering är en metod för att uppskatta prediktionsfel genom att dela
upp datan i tio delar för träning och validering där nio delar används till träning och den
återstående till validering. Detta repeteras tio gånger så att samtliga delar används till va-
lidering en gång. De tio uppsättningarna av estimeringsfel som detta resulterar i används
sedan för att skapa ett medelvärde av prediktionsfelet. När vi utför experimenten har vi
valt att förhålla oss till regressionsalgoritmer av olika former. Som utgångspunkt använder
vi oss av ZeroR-algoritmen. Detta gör vi eftersom ZeroR är ytterst enkel då den ignorerar
alla utom en variabel i vår data och borde därför ge en bra grund till resten av algoritmer-
nas precision [18]. Vi väljer att testa samtliga algoritmer i Weka som fungerar med vår typ
av data för att få kunskap om vilka som inte alls lämpar sig för vår data. Dock väljer vi
att inrikta oss mer på de tre algoritmer som ger bäst uppskattningar.

Vårt experiment är uppdelat i följande delexperiment:

• Icke-normaliserad data i timformat

• Normaliserad data i timformat
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• Normaliserad data i dygnsformat

• Eliminering av variabler

• Procentuell avvikelse ifrån trendkurva

Samtliga delexperiment beskrivs i mer detalj nedan.

5.1 Icke-normaliserad data i timformat

I följande test undersöker vi vår interpolerade men inte normaliserade data i timformat,
alltså 24 mätpunkter per dag. Detta är inte kompatibelt med alla regressionsalgoritmer
vi planerar att testa men ger ändå ett intressant perspektiv på hur precisa algoritmerna
är när datan inte är färdigbearbetad. Vid detta test använder vi summan av cyklister
per timme, temperatur, nederbörd samt datum och tid som parametrar i Weka för att
uppskatta antalet cyklister.

5.2 Normaliserad data i timformat

I detta delexperiment testar vi samtliga algoritmer med den normaliserade datan för att
se om resultaten skiljer sig från den icke-normaliserade datan. Även här använder vi oss
av summan av cyklister per timme, temperatur, nederbörd samt datum och tid som para-
metrar.

5.3 Normaliserad data i dygnsformat

Här testar vi alla tillgängliga algoritmer i Weka med vår data i dygnsformat, nämligen
summan av antalet cyklister för dygnet samt medelvärdet för temperatur och nederbörd
vilket resulterar i en mätpunkt per dag. Detta leder till att vi endast har 2469 instanser
att generalisera från, istället för dess tidigare instanser på 59248. Detta kan resultera i att
algoritmerna inte kommer ge lika bra resultat som tidigare eftersom det blir en mindre
datamängd.

5.4 Eliminering av variabler

Vi vill även undersöka hur eliminering av en variabel åt gången påverkar resultatet. Detta
gör vi för att förenkla vår modell och för att inte riskera överanpassning samt få kunskap
om vilken variabel som har störst respektive minst inverkan för att uppskatta antal cyklis-
ter. Har någon variabel en negativ eller ytterst liten inverkan på slutresultatet överväger
vi om den ska elimineras eller bearbetas. Vi börjar med att ta bort datum och testa algo-
ritmerna. Sedan lägger vi tillbaka datum igen och tar bort temperatur-variabeln och utför
experimentet igen. Slutligen upprepar vi detta för nederbörd-variabeln.

5.5 Procentuell avvikelse ifrån trendkurva

I detta delexperiment vill vi se hur antalet cyklister avviker procentuellt ifrån trendkurvan.
Detta test utför vi med trenddata där varje mätning är indelad i dagar. Figur 5 illustrerar
antal dagar och hur mycket summan av cyklister skiljer sig ifrån trendkurvan. För att
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Figur 5: Histogram över hur mycket summan av cyklister per dag avviker ifrån trendkurvan.

beräkna avvikelsen från trendkurvan dividerar vi först det faktiska värdet med värdet
från trendfunktionen som vi sedan multiplicerar med 100 för att få det i procentform. På
så sätt har vi fått fram antal cyklister i procent. Desto närmare 100% detta värdet är,
desto närmare är det faktiska värdet för den dagen. Sedan subtraherar vi dessa värden
med 100 för att få fram avvikelsen från trendkurvan. Om det till exempel är ett negativt
värde betyder det att det är färre antal cyklister än vad trendkurvan visar. Som Figur
5 visar är de mest förekommande avvikelserna mellan 0-30%, vilket betyder att för de
flesta dagar är antalet cyklister oftast över trenden. Vi räknar även ut medelvärdet för
samtliga avvikelser. Denna medelavvikelsen är 3,5% vilket innebär att antalet cyklister har
en tendens att överstiga trendkurvan men dock inte med mycket. Vi testar värdena som
visar den procentuella avvikelsen ifrån trendkurvan i Weka för att se om uppskattningarna
blir annorlunda jämfört med datan som innehåller de faktiska värdena. Detta gör vi för
att besvara FF1 och erhålla kunskap om vilken form datan ska vara i för att algoritmerna
ska ge säkrare uppskattningar.

6 Resultat

När vi testar vår data i Weka får vi utdata i form av olika mått. Det vi är mest intresserade
av är korrelationskoefficienten (eng. correlation coefficient), alltså korrelationen mellan det
faktiska och det uppskattade värdet. Denna koefficient ger ett värde mellan -1 och 1, där
0 betyder ingen korrelation, 1 betyder en stark positiv korrelation och -1 en stark negativ
korrelation. Vi vill ha ett värde som är så nära 1 som möjligt. Måttet genomsnittlig absolut
avvikelse (eng. mean absolute error) visar medelvärdet på algoritmens fel. Ett värde på 0
betyder att den har uppskattat alla testvärden helt korrekt. Kvadratiska medelvärdet av
avvikelsen (eng. root mean squared error) representerar standardavvikelsen av skillnaderna
mellan de uppskattade värdena och de faktiska värdena. Detta hjälper till att sammanstäl-
la graden av fel i estimeringarna. Det absoluta felet (eng. absolute error) är storleken på
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skillnaden mellan det exakta värdet och uppskattningen. Det relativa felet (eng. relative
absolute error) är det absoluta felet delat med storleken på det exakta värdet. Det pro-
centuella felet är det relativa felet uttryckt i procent. Kvadratiska relativa avvikelsen (eng.
root relative squared error) tar det totala kvadrerade felet och normaliserar det genom
att dividera med det totala kvadrerade felet av den enkla uppskattaren. Genom att ta
kvadratroten ur relative squared error reducerar man felet till samma dimensioner som
kvantiteten som ska uppskattas. Totala antalet instanser (eng. total number of instances)
är antalet rader i datan.

6.1 Icke-normaliserad data i timformat

Utifrån vårt första delexperiment med endast interpolerad data upptäcker vi att algoritmen
Random SubSpace har en överlägsen korrelation på 0,7559 jämfört med den bäst presteran-
de regressionsalgoritmen REPTree som uppnår 0,6439 i korrelation. ZeroR resulterar i låga
-0.0089 i korrelation. De fem algoritmer med högst korrelation visas i Tabell 1. Samtliga
regressionsalgoritmer hamnade i den övre halvan av alla testade algoritmer.

Tabell 1: Resultat för rådata i timformat. Indata är datum, temperatur och nederbörd.
Utdata är antal cyklister.

Algoritm Correlation
coefficient

Mean
absolute
error

Root
mean
squared
error

Relative
absolute
error

Root
relative
squared
error

Total
Number
of
Instances

Random SubSpace 0.7559 114.0338 149.1583 63.3647 % 69.875 % 59248
Bagging 0.7281 107.9911 146.8826 60.007 % 68.8089 % 59248
REPTree 0.6439 119.6426 165.5601 66.4813 % 77.5586 % 59248

RegressionByDiscretization 0.5927 127.2349 177.3763 70.7001 % 83.094 % 59248
M5P 0.4859 138.9878 188.6256 77.2308 % 88.3639 % 59248

6.2 Normaliserad data i timformat

I testet med normaliserad data är Random SubSpace överlägsen med en korrelation på
0,7887 jämfört med regressionsalgoritmen REPTree som uppnår en korrelation på 0,6439.
I detta delexperiment ger ZeroR samma resultat som i föregående test. Resultaten för

Tabell 2: Resultat för normaliserad data i timformat. Indata är datum, temperatur och
nederbörd. Utdata är antal cyklister.

Algoritm Correlation
coefficient

Mean
absolute
error

Root
mean
squared
error

Relative
absolute
error

Root
relative
squared
error

Total
Number
of
Instances

Random SubSpace 0.7887 108.6168 142.6985 60.3546 % 66.8488 % 59248
Bagging 0.7281 107.9701 146.8813 59.9953 % 68.8083 % 59248
REPTree 0.6439 119.6746 165.5354 66.4991 % 77.547 % 59248

RegressionByDiscretization 0.5927 127.2349 177.3763 70.7001 % 83.094 % 59248
M5P 0.486 138.9937 188.6177 77.234 % 88.3602 % 59248
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de fem bästa algoritmerna visas i Tabell 2. Random SubSpace ger ganska mycket högre
korrelation jämfört med första experimentet samtidigt som övriga algoritmer knappt visar
någon skillnad.

6.3 Normaliserad data i dygnsformat

När vår data är i dygnsformat ger Random SubSpace en korrelation på 0,483 vilket fortfa-
rande är det bästa resultatet av samtliga algoritmer. REPTree uppnår 0,4112 och ZeroR
resulterar i -0,0536. De algoritmer som presterar bäst visas i Tabell 3. Vi kan se att både
M5P och AdditiveRegression presterar bättre än REPTree när det handlar om dygn istället
för timmar.

Tabell 3: Resultat för normaliserad data i dygnsformat. Indata är datum, medeltemperatur
och medelnederbörd. Utdata är antal cyklister.

Algoritm Correlation
coefficient

Mean
absolute
error

Root
mean
squared
error

Relative
absolute
error

Root
relative
squared
error

Total
Number
of
Instances

Random SubSpace 0.4801 1644.7935 1928.6065 88.7533 % 87.7899 % 2469
Bagging 0.4534 1649.1192 1965.5996 88.9867 % 89.4738 % 2469
M5P 0.4493 1663.2163 1962.8963 89.7474 % 89.3508 % 2469

AdditiveRegression 0.4475 1657.3994 1966.5896 89.4335 % 89.5189 % 2469
REPTree 0.4106 1685.5209 2025.0322 90.951 % 92.1792 % 2469

6.4 Eliminering av variabler

I delexperimentet där vi tar bort de olika variablerna, en åt gången, uppmärksammar vi
ett par saker. Om vi tar bort datum och testar med vår normaliserade data resulterar det
i att korrelationen blir mycket lägre för samtliga algoritmer, i vissa fall halveras den. Till
exempel får Random SubSpace endast 0.307 i korrelation, jämfört med 0.7887 när datum
finns med. Om vi däremot tar bort temperatur-variabeln får några algoritmer högre kor-
relation. Algoritmerna vi fokuserar på (Random SubSpace, Bagging och REPTree) har en
ökad korrelation vid eliminering av temperatur-variabeln trots att övriga algoritmer visar

Tabell 4: Resultat för normaliserad data i timformat med temperatur-variabeln bortploc-
kad. Indata är datum och nederbörd. Utdata är antal cyklister.

Algoritm Correlation
coefficient

Mean
absolute
error

Root
mean
squared
error

Relative
absolute
error

Root
relative
squared
error

Total
Number
of
Instances

Bagging 0.8465 83.027 115.8612 46.1353 % 54.2765 % 59248
Random SubSpace 0.8125 114.62 147.0501 63.6904 % 68.8874 % 59248

REPTree 0.7651 98.2374 139.2033 54.5872 % 65.2115 % 59248
M5P 0.1697 177.2643 210.3666 98.4997 % 98.5487 % 59248

AdditiveRegression 0.1359 178.4434 211.5202 99.1549 % 99.0891 % 59248
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en reducerad korrelation. Bagging som tidigare resulterade i 0.7281 ger nu högst korrelation
av alla algoritmer, nämligen 0.8465. Random SubSpace ökar till 0.8125. Tabell 4 visar re-
sultaten för de algoritmer som presterar bäst när temperatur-variabeln är bortplockad. När
vi väljer att ta bort nederbörd-variabeln blir det ingen märkvärdig skillnad på resultatet.

6.5 Procentuell avvikelse ifrån trendkurva

När vi undersöker den procentuella avvikelsen ifrån trendkurvan får vi kunskap om hur
mycket de faktiska siffrorna skiljer sig gentemot trenden. När vi beräknar medelvärdet
för samtliga avvikelser blir resultatet 103,5%, vilket betyder att antal cyklister är överlag
3,5% över trenden. Det högst uppmätta värdet i trendanalysen är 231,72%, alltså mer
än dubbelt så mycket som trenden visar. Den lägsta siffran visar 11,8%. När vi testar den
procentuella avvikelsen i Weka använder vi oss utav datum i dygnsformat, genomsnittet för
temperatur och nederbörd samt avvikelsen ifrån trendkurvan i procent. Detta gör vi för att
se om algoritmerna presterar bättre med data som visar avvikelsen jämfört med de faktiska
värdena för antal cyklister och därigenom kunna besvara FF1. Tabell 5 illustrerar de fem
bästa algoritmerna för denna form av data. Resultaten skiljer sig en del ifrån testerna
med rådata men Random SubSpace och Bagging är fortfarande algoritmerna med bäst
uppskattning. Däremot presterar de inte lika bra som i tidigare tester, där rådata används. I
detta test är REPTree inte längre en av de fem algoritmer med högst korrelationskoefficient.
Det är viktigt att tänka på att utdatan är den procentuella avvikelsen och inte det absoluta
antalet cyklister, vilket gör att resultaten måste tolkas annorlunda.

Tabell 5: Resultat för procentuell avvikelse i dygnsformat. Indata är datum, medeltempe-
ratur och medelnederbörd. Utdata är procentuell avvikelse.

Algoritm Correlation
coefficient

Mean
absolute
error (%)

Root
mean
squared
error (%)

Relative
absolute
error

Root
relative
squared
error

Total
Number
of
Instances

Random SubSpace 0.4646 29.2097 34.2431 90.187 % 88.6104 % 2469
Bagging 0.425 29.5309 35.1359 91.1785 % 90.9205 % 2469
M5Rules 0.4189 29.7633 35.0896 91.8963 % 90.8009 % 2469
M5P 0.418 29.727 35.1074 91.784 % 90.8469 % 2469

AdditiveRegression 0.417 29.646 35.1823 91.5339 % 91.0407 % 2469

7 Analys och diskussion

7.1 Diskussion utifrån erhållna resultat

7.1.1 Dygnsformat

Vi misstänker att anledningen till att korrelationen för samtliga algoritmer är lägre i expe-
rimentet med mätdata som dygn är för att antalet instanser algoritmerna kunde bearbeta
är färre jämfört med tidigare experiment då vi använder oss av vår data för timmar för
att emulera mätningar för dygn. Enligt en undersökning från Microsoft [1] är det högre
precision i uppskattningar utförda på större mängder data vilket kan förklara anledningen
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till att korrelationen ökar vid ett större antal instanser. Vi misstänker även att mätdata
för dygn inte är lika symmetrisk då det är medelvärden och summeringar som används som
parametrar.

7.1.2 Eliminering av variabler

I experimentet där vi eliminerar en variabel åt gången får vi lägre korrelation vid elimine-
ring av datum. Detta tyder på att antalet cyklister är starkt beroende av datum. När vi
eliminerar temperatur ger algoritmerna vi valt att inrikta oss på högre korrelation. Detta
förväntade vi oss inte eftersom vi anser att temperatur och antal cyklister har en koppling.
Vi kan som exempel tydligt se en drastisk reduktion i antal cyklister december 2010 då
temperaturen är kraftigt reducerad. Vi misstänker att detta beror på att folk cyklar efter
datum istället för temperatur. Även om det är relativt varmt i några dagar under vinter-
månaderna misstänker vi att Malmös cyklister väljer att låta cykeln stå, just för att det
är vinter och det är inte värt besväret när det troligtvis blir kallt snart igen. Motsatsen
gäller under övriga årstider, även om det är kallt några dagar så väljer folk att cykla ändå.
När vi eliminerar nederbörd och undersöker algoritmerna blir det ytterst liten skillnad i
korrelation vilket indikerar att nederbörd har en minimal påverkan på antalet cyklister.
Detta beror med stor säkerhet på att majoriteten av värdena för nederbörd är 0, vilket
resulterar i att algoritmerna inte har stor nytta av denna variabel i sina uppskattningar.

7.1.3 Trendanalys

I experimentet angående trendanalysen är det högsta värdet 231,72%, en avvikelse på
131,72% ifrån trendlinjen. Detta kan bero på ett antal faktorer men vi misstänker att den
årliga Malmöfestivalen som inträffar i slutet av augusti har stor inverkan. Det är exakt
dessa dagar där avvikelsen är som störst. Malmöfestivalen besöks av runt 1,5 miljoner
varje år [23]. Ungefär likadana avvikelser är det för de flesta år dessa dagar, över 200%
enligt vår analys. Dock uppnår vi inte så höga siffror i slutet av augusti för åren innan
2010, men de ligger i närheten av 200%. Däremot för år 2010 och framåt har antal cyklister
ökat under dessa dagar, samtidigt som trendkurvan är lägre jämfört med åren innan 2010.
Detta tyder på att fler människor cyklar i slutet av augusti år 2010 till 2014 men att
den totala summan cyklister har minskat. I detta experiment förvärvade vi kunskap om
att algoritmerna har svårare för att göra korrekta uppskattningar med den procentuella
avvikelsen som data. Tack vare detta fick vi mer information för att besvara FF1, att
använda de faktiska värdena istället för avvikelsen för att formulera inlärningsproblemet.

7.1.4 Konflikter angående mätskala

Innan vi påbörjade våra experiment var vi intresserade av att undersöka algoritmen Naïve
Bayes efter att Shah och Jivani [15] drog slutsatsen att den presterade bäst med deras data.
Likadant var det för de tio algoritmer som Wu et al. [19] skriver är de mest inflytelserika.
När vi genomför experimenten upptäcker vi att dessa algoritmer inte lämpar sig för vår
strikt numeriska data. Detta leder oss till att inse hur svårt det är att använda sig av
tidigare forskning inom maskininlärningsalgoritmer för att underlätta arbetet. Eftersom
all data är unik krävs det att experiment utförs separat på varje unik uppsättning data för
att identifiera vilken algoritm som lämpar sig bäst [7].
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7.2 Validitet

Vår data saknar en del mätvärden och innehåller några korrupta siffror. Datumen 2008-08-
04 till 2008-08-15 ger slingorna på den ena sidan vägen inga mätresultat och 2009-08-10 till
2009-08-24 ger slingorna på motsatt sida inga mätresultat. Vi misstänker att detta beror
på någon form av avspärrning då mätresultaten försvinner först det ena året för det ena
hållet sedan det andra året för det andra hållet vid ungefär samma tidpunkt. Vi saknar
även värden i perioden 2009-06-01 till 2009-06-23 samt ett antal uppenbart felaktiga värden
i perioden 2011-04-03 till 2011-04-06. Dessa mätfel åtgärdar vi genom interpolering som
beskrivs i avsnitt 4.

Medelvärdet för vår trendkurva överstiger 100%. Som vi nämner i avsnitt 6.5 är medel-
värdet för samtliga avvikelser 103,5%. Detta innebär att trendkurvan omfattar fler cyklister
än vår faktiska mätdata och kan därför inte anses som helt korrekt.

Eftersom vi behandlar ett icke-linjärt problem är korrelationskoefficienten inte den
optimala enheten för felmått då den lämpar sig bättre för linjär regression.

Dock tror vi att de identifierade osäkerheterna inte påverkat våra resultat i större
utsträckning eftersom de är relativt små.

8 Slutsats

När vi undersöker slutresultaten av experimenten ger den bäst presterande algoritmen
Random SubSpace knappt 0.8 i korrelation både för normaliserad och icke-normaliserad
data i timformat. Det är någorlunda nära korrelation koefficient 1, vilket betyder maximalt
positivt samband. Däremot är felmarginalen hög för samtliga algoritmer. När vår data är i
timformat ligger felmarginalens medelvärde strax över 100 cyklister. Som jämförelse visar
den råa datan att det som mest är 800-900 cyklister under en och samma timme. Det
är som mest ett par timmar per dag som siffrorna uppnår detta. Medelvärdet för antal
cyklister per timme är cirka 242 vilket innebär att en felmarginal på över 100 är inte så
bra som vi hade hoppats. Likadant är det för experimenten med dygnsformat. De ger
höga felmarginaler, över 1600 cyklister fel. Däremot är detta en mindre felmarginal när vi
jämför det med medelvärdet för antal cyklister per dag, vilket är cirka 5811. Vi förmodar
att felmarginalen är hög eftersom vi inte inkluderar otaliga faktorer i våra experiment
såsom evenemang, konjunktur och beteende.

De mest precisa uppskattningarna i samtliga av våra tester är när vi använder nor-
maliserad rådata i timformat. När vi eliminerar temperatur-variabeln ökar korrelationen
ytterligare. Detta ger oss svar på FF1 eftersom vi formulerar inlärningsproblemet för att
förtydliga helhetsbilden av cykelflöden. Random SubSpace och Bagging är de bäst preste-
rande algoritmerna i samtliga av våra experiment, vilket besvarar FF2.

8.1 Framtida arbete

I framtida arbete kan man beräkna hur stor påverkan skollov, helgdagar, klämdagar och
högtidsdagar har på algoritmerna samt hur mycket de skiljer sig åt ifrån vardagar. Om
man kan få tag på cykeldata ifrån mer än en cykelbarometer i Malmö kommer man att
få en tydligare bild på hur cykelflödet varierar i hela staden. Vi begränsar oss till de
maskininlärningsalgoritmer som finns i Weka. Därför kan man i framtida arbete testa
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fler algoritmer än de vi väljer att undersöka. Dessutom inriktar vi oss mer detaljerat på
endast tre algoritmer. I framtiden kan man undersöka fler algoritmers resultat i detalj
för att få kunskap om varför de presterar bättre eller sämre än andra. Man kan även
lägga till fler variabler till datan, till exempel vindhastighet och vindriktning, för att se
om detta bidrar till ännu bättre uppskattningar. Under våra experiment upptäcker vi
att temperatur gör det svårare för en del algoritmer att uppskatta antal cyklister. En
möjlig vidareutveckling av detta experiment hade varit att modellera medeltemperaturen
för den senaste månaden för att möjligtvis få bättre slutresultat. Vi har inte uteslutit
extremvärden i våra experiment. Framtida studier kan undersöka om algoritmerna ger
säkrare uppskattningar om man bearbetar dessa extremvärden. I vår studie använder vi
oss av korrelationskoefficient som ett av våra felmått. I framtida arbete uppmanar vi till
att undersöka hur determinationskoefficienten fungerar som utvärderingsmått då den kan
förtydliga variationen.
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